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Motivation

Åurbane Transformation: Städte verändern 
sich über die Jahre durch
-Neubau
-Verdichtung
-Grünwandel

ÅSatellitendaten sind regelmäßig, 
flächendeckend, decken große Gebiete ab

ÅHerausforderung: Satellitendaten messen 
Oberflächen, nicht direkt Landnutzung

ÅAnsatz der Arbeit: Landnutzungsänderung 
aus Satellitendaten ableiten
mit Modell + Merkmalen
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Ziel & Forschungsfragen

ÅZiel: Landnutzung & Veränderungen aus Sentinel-2-Zeitreihen 
ableiten

ÅFeature Design + robustes & transparentes Basismodell 

ÅFeatures: saisonale Kennwerte, Indizes, räumlicher Kontext

ÅOutput: jährliche Wahrscheinlichkeitskarten
10 Klassen, 0-100% pro Pixel

ÅChange: Zu-/Abnahmen der Klassenanteile

ÅVerlässlichkeit/Unsicherheit der Veränderungen sichtbar 
machen

Wohngebäude
Nichtwohngebäude
Vegetation
Landwirtschaft
Wasser
Bahnstrecke
Straße/Verkehr
Gewerbe/Industrie
Freizeit/Sport
Sonstiges
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Untersuchungsgebiet & Daten

ÅAOIs: AOI1 München & AOI2 Augsburg
ÅSatellitendaten: Sentinel-2 Level 3 Produkt

WASP Zeitreihe vom DLR (monatlich, wolkenreduziert)
ÅZeitraum: 2017 т 2024
ÅAuflösung/Bänder: 10m, R G B Nir
ÅReferenz: ALKIS Tatsächliche Nutzung (2019 - 2021) 

vom LDBV
ÅWichtig: einheitliches 10-m-Grid

Attribution: Contains modified Copernicus Sentinel data, processed by DLR, licensed under CC BY 4.0

DOI: 10.15489/4hcq6dgkj6484

https://doi.org/10.15489/4hcq6dgkj648


Untersuchungsgebiet & Daten
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Grundidee / Konzept

ÅZwei Datenquellen, zwei Bedeutungen:
ALKIS TN    = Nutzung 
Sentinel-2 = Oberfläche

ÅFolge: Nutzung ist nicht direkt messbar 
-> wird modellbasiert abgeleitet

ÅUrbaner Raum: 10-m-Pixel enthält oft Mischungen

ÅAnsatz: keine harte Klasse -> Wahrscheinlichkeiten 
pro Pixel

ÅOutput: 10 Klassen, Anteile 0-100% je Pixel

ÅVorteil für Change: Änderungen als Zu-/Abnahme 
von Anteilen
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Wohngebäude
Nichtwohngebäude
Vegetation
Landwirtschaft
Wasser
Bahnstrecke
Straße/Verkehr
Gewerbe/Industrie
Freizeit/Sport
Sonstiges



Methodik
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Modellierung & Training

Features Labels

Trainieren von
Random Forest

Bewertung 
(MAE)

Trainierte 
Modelle

Output:
Klassenanteile
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Features

ÅMonatsbilder -> Kennwertestatt Einzelmonate

ÅSaisonaleKennwerte: z. B. Sommer-Mittelwert

ÅIndizes: NDVI, NDWI

ÅJahreskennwerte:
Min/Max, Wertebereich, Varianz, 
Wahrscheinlichste Abweichung,
Spitzenmonat

ÅRäumlicher Kontext: Nachbarschaftsmittelwerte
(multiskalig)

ÅOptional: spektrale Transformationen
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Ergebnisse

ÅOutput: jährliche Wahrscheinlichkeitskarten

ÅDarstellung: Beispielevon gut 
interpretierbaren Klassen + lokale Fallbeispiele

ÅBeispiel: Straße/Verkehr
konsistente, zusammenhängendeStrukturen

ÅFehlerwertepro Klasse (MAE)

ÅBasis für Veränderungsauswertung:

o Wahrscheinlichkeiten
-> Veränderungskarten
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Kombinierte Klassenwahrscheinlichkeiten München
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Kombinierte Klassenwahrscheinlichkeiten Augsburg
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Änderungserkennung

ÅÄnderungsansatz:
Vergleich der Wahrscheinlichkeitskarten
zwischenden Jahren

ÅZu-/Abnahmepro Klasse sichtbar machen

ÅHerausforderung: weißesRauschen

ÅAbsicherung:
Fehlermaße+ Plausibilitätschecks
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